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Ajanlorendszerek

e |[nformation overload

e Ajanlorendszer: Olyan informacidsz(r6 szolgaltatas,
ami segiti a felhasznalot az information overload
probléma kezelésében, azaltal, hogy automatikusan
(a felnasznalo aktiv beavatkozasa nelkul is) relevans
(azaz nekik tetsz6, hasznos) termékeket/tartalmat
jelenit meg szamukra.

e Tobb komponenst tartalmaz
e Alelke az ajanlo algoritmus

* Top-N ajanlas:

e Termékek sorrendezése (becsllt) relevancia szerint a
felnasznaldknak

e Az els6 néhany (N) elem kiajanlasa




Ajanldalgoritmusok

e Collaborative filtering (CF)
e Szomszéd mddszerek

e Modell alapu médszerek
Matrixfaktorizacio
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Interakcidk f6bb tipusal

* Explicit feedback:

o Ertékelések

e Explicite kodoljak a preferenciat

e Felhasznalbi hozzajarulast igényelnek

» Kis(ebb) mennyiségben érhetb el (ha egyaltalan)
* Implicit feedback

 Felhasznald passziv monitorozasaval gy(ijtott
Interakciok

e Preferenciara kovetkeztetni kell

e Zajos pozitiv preferencia

e Negativ preferencia a ,hianyz0” esemeényekben
Gyenge negativ jelzés

e Nagy mennyiségben elérhet6

e A gyakorlatban fontos eset




Context-awareness

e Context: barmilyen olyan tovabbi informacio, ami
rendelkezésre all az interakciokrol.
e Az eseményhez rendelt informacio, nem a
termékhez vagy a felhasznaldohoz kalon-kalon.
e Context-awareness: Context informacio
felnasznalasa az ajanlaskor.
e Contextual modeling: A contextet kbzvetlenl
kezelb algoritmusok csoportja.
e Context figyelembe veételével jobb ajanlasok
adhatoak
 Viselkedés pontosabb modellezése
» Magas foku adaptacios kepesség




Context tipusok

» Szezonalitas
e Periodikus viselkedésmintazatok jellemzdek.
e Szezon (periodus)
e |d6szakok a szezonon belll
o Context értéke az aktualis id6szak
e Példa: szezon — nap; id6szakok: reggel, deéleldtt, ...

e Szekvencialis context
e Felhasznald el6zé interakcidjanak terméke
e Asszociacios szabaly szerl 0sszefliggéesek
Kiegeészitd termékek
- Hasonld termékek
e Altalam javasolt




Kiértékeles
» 5 valos életbél szarmazo implicit adatbazis
e +1 implicitté alakitott explicit adatsor (csak az 1.
téziscsoportnal)
 Offline kiértékelés

e |d6 alapu szétosztas tanito és teszt adatokra

e Teszt adatok eseményei: adott felhasznalo relevans
termékei a tesztidészakban
e F6 mérték: recall@N
Relevans és kiajanlottak szama a relevansokhoz kepest

Gyakorlatban hasznos mérték
N kicsi (10-50, altalaban 20)




Matrixfaktorizacio inicializalasa

1. téziscsoport




Feature matrixok inicializalasa

* MF véletlenszerl matrixokbdl indul ki
» Betanitott feature matrixokban a hasonlé termékek jellemzévektorai hasonléak

* Inditsuk az MF modszereket olyan feature vektorokbdl, ahol a valamilyen
szempontbdl hasonlé termékek (vagy felhasznalok) feature vektorai hasonléak
o Ezzel kiilsé informaciot vihetiink az MF-be
* Nem teljesen context-aware megoldas

» 3 javasolt médszer

o Kb6z0s rész:
Leiré matrix: ritka vektorok az egyes termékekhez rendelve
+ Metaadatok
« Context allapotokban val6 eléfordulasaik szama
Faktorizaljuk ezt a matrixot

e (1) Hasznaljuk az igy kialakult termeékjellemzdket

 (2) SimFactor: Modositsuk ugy a termékjellemzdket, hogy a skalarszorzatuk a

leirovektorok hasonldésagat kozelitse

* (3) Sim?Factor: Definialjuk a termékek hasonldsagat Ggy, mint a t6bbi termékkel
vett hasonldsagokbal kialakult vektorok hasonlésagat; es mddositsuk ugy a feature
vektorokat, hogy a skalarszorzatuk ezt az értéket kdzelitse

@
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Eredmények

e SimFactor valéban jobban kdzeliti a hasonldésagok

o aktualis értékét

* hasonlésagok rendszerét (sorrendezés)

Inicializalasnal, adatsortél fliggben mas modszer a legjobb

* Mindharom mddszer |0l teljesit a véletlenszer( inicializalashoz képest
Context alapu leirévektorokbdl jobb inicializalas lesz, mint
metaadatokbdl (top5-be az utébbi nem kerilt be)

Tobb informacid egyittes hasznalata inicializalaskor

e Leirdk 6sszeflizése: nem javit

 Feature vektorok sulyozott 6sszegének hasznalata: tovabbi néhany
szazalek javulas
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1. téziscsoport

Javasoltam, hogy a matrix faktorizacios modszerek inicializalasahoz hasznaljunk fel
egyeb, a termekekrdl (vagy a felhasznalokrol) rendelkezesre allo informaciot, hogy
megnoveljuk az ajanlasok pontossagat.

e 1.1.tézis: Javasoltam, hogy a matrix faktorizaciot a szokasos veéletlenszeri kiindulasi matrixok

helyett az entitasok hasonldsagat kihasznalé matrixokbdl inditsuk. Az igy kapott inicializald
séma altalanos és barmilyen matrix faktorizacié esetén felhasznalhat6. A séma két 1épése a
kdvetkez6: (1) rendeljiink leirovektorokat az entitasokhoz; (2) toémdoritsiik a leirovektorokat, hogy
a tomoritett informacié mérete megegyezzen a jellemzdvektorokéval. Az implicit ALS
modszeren és 6t adatsoron alkalmazva megmutattam, hogy az inicializalé séma jelent6sen
megnoéveli az ajanlasi pontossagot (recall és MAP mérészamok tekintetében).

1.2. tézis: Javasoltam a SimFactor algoritmust, ami olyan jellemzévektorok eléallitasara képes,
amelyek jobban megérzik az entitasok kéz6étti hasonlosagokat. A SimFactor nem igényli a
gyakorlatban nehezen kiszamithaté teljes hasonlésagmatrix kiszamitasat. Ot adatsoron
megmutattam, hogy a mddszer altal Iétrehozott jellemz&vektorok jobban kdzeliti a
hasonlésagokat, mint a leirévektorok egyszer( tdmoéritésével kapottak. Megmutattam, hogy az
igy kapott vektorok altaldban az inicializalas soran is jobban teljesitenek.

1.3. tézis: Javasoltam a Sim2Factor algoritmust, ami olyan jellemz6 vektorok elééllitasara
képes, amik az entitdsok egymashoz valdé hasonlésaga alapjan definialt hasonlésag értékeket
képesek kozeliteni. A Sim2Factor nem igényli a gyakorlatban nehezen kiszamithato teljes
hasonl6sagmatrix kiszamitasat. Megmutattam, hogy az igy kapott jellemzévektorok hasznosak
az inicializalaskor.

1.4. tézis: Javasoltam, hogy az entitasok leirasdhoz hasznaljuk a kontextust. Megmutattam,
hogy a kontextus alapu leirok jobbak az inicializalashoz, mint a metaadat alapuak.
Megmutattam, hogy a kontextus és metaadat alapu inicializalasok kombinalasa tovabb javitja az
ajanlasi pontossagot.

Kapcsolddd publikaciok:

B. Hidasi & D. Tikk: Enhancing matrix factorization through initialization for implicit feedback
databases. CaRR 2012.

B. Hidasi & D. Tikk:/nitializing matrix factorization methods on implicit feedback databases.
Journal of Universal Computer Science, 19(12): 1834—-1853, June 2013.
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Context-aware faktorizacio
implicit adatokon

ITALS — 2. téziscsoport
ITALSX — 3. téziscsoport
Algoritmusok 6sszehasonlitasa — 4. téziscsoport




Modellezés
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Celfuggvény optimalizalasa

o Alternating Least Squares (ALS)
e lterativ optimalizalo eljaras
e Egy kivételével az 6sszes feature matrixot fixaljuk
e Egy id6ben egy feature matrixot szamitjuk ki
e Linearis modellek esetén a célfliggvény konvex egy
adott feature matrix parameétereiben, ha a tobbi értéke
fix
Legkisebb négyzetes megoldas létezik és kiszamolhaté
o Szamitasok okos szeparalasa
e Afeature matrixok naiv kiszamolasa rosszul skalazdédna
e El6re kiszamolhato statisztikak
e Alacsony szamitasigényd frissitések




ITALS

* N-way model:
* fuic = 1T(M(U) o MU o M(C))
e Tanitas skalazédasa:
e OINTK?+ (Sy + S, + Sc)K?3)
 Események szamaban

Preference
tensor

(R)

User-item-
i context relation

Users
User feature

Item feature
matrix

mn

Items

linearis

0.0649  0.0990 (+52.59%)  0.1220 (+88.02%)

e KObOs a faktorok szamaban crocey 40 00714 01071 (+5001%)  0.1339 (+87.59%)
Gyakorlatban négyzetes 80 0.0861 0.1146 (+33.04%)  0.1439 (+67.05%)

, 20  0.1189  0.1167(-1.85%)  0.1417 (+19.15%)

¢ Eredmenyek TV1 40 04111  0.1235(+11.20%)  0.1515 (+36.38%)
e Szezonalitassal 80 00926 0.1167 (+25.99%)  0.1553 (+67.60%)
o 20 02162  0.1734(-19.82%)  0.2322 (+7.40%)

* Szekvencialis contexttel TV2 40 02161  0.2001 (-7.41%)  0.3103 (+43.60%)
e {ALS MF-hez hasonlitva 80 02145 0.2123(-1.02%)  0.2957 (+37.82%)

o Jelentds J avulas 20  0.0448  0.0674 (+50.56%)  0.1556 (+247.57%)

LastFM 40  0.0623  0.0888 (+42.61%)  0.1657 (+166.07%)

80  0.0922  0.1290 (+39.90%)  0.1864 (+102.18%)

20  0.0633 0.0778 (+22.79%)  0.1039 (+64.07%)

VoD 40  0.0758  0.0909 (+19.96%)  0.1380 (+82.18%)

80  0.0884  0.0996 (+12.73%)  0.1723 (+94.99%)




2. Teziscsoport - ITALS

Javasoltam az iTALS algoritmust az implicit feedback alapu kontextus-
vezérelt ajanlasi problémara.

o 2.1.tézis: Kifejlesztettem az iTALS algoritmust, egy tenzor faktorizacios

algoritmust, ami pontszer( preferenciabecslést végez azaltal, hogy a négyzetes
hiba sulyozott négyzetdsszegére optimalizal. A preferenciakat az N-utas modellel,
azaz dimenzidnkent egy-egy jellemzd vektor elemenkénti szorzatdban lévé elemek
Osszegével kdzeliti. Megmutattam, hogy az iTALS jol hasznalhaté az implicit
feedback alapu kontextus-vezeérelt problémara Ggy, hogy egyeseket hasznalunk a
pozitiv és nulldkat a hianyzé esemenyek esetén, mint preferencia értéket,
mikdzben az elébbieket jelentésen felllsulyozzuk.

2.2. tézis: Megmutattam, hogy az iTALS jelentésen jobban teljesit a recallal
kifejezett ajanlasi pontossag szempontjabdl, mint a kontextust figyelembe nem
vevo implicit matrix faktorizacid, valamint egy elésziirésre épité kontextus-vezérelt
modszer.

2.3. tézis: Megmutattam, hogy az iTALS hatékonyan tanithaté ALS-sel az implicit
feedback alapu kontextus-vezerelt ajanlasi probléman. Megmutattam, hogy az
ITALS a gyakorlatban is hatékonyan tanithatd, mivel linearisan skalazédik az
esemeények szamaval, és négyzetesen a gyakorlatban hasznalt tartomanyon a
latens jellemzék szamaval.

Kapcsolddd publikacio

B. Hidasi & D. Tikk: Fast ALS-based tensor factorization for context-aware
recommendation from implicit feedback. ECML-PKDD 2012.
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o Tanitas skalazdédasa:

e O(NTK? + (Sy +S; + Sc)K?3)
« Események szamaban linearis WI:I

Items

0.0649  0.1027 (+58.35%)  0.1182 (+82.29%)

e KObOs a faktorok szamaban Grocery 40 00714  0.1164 (+63.07%)  0.1299 (+81.92%)

Gyakorlatban négyzetes 80  0.0861  0.1406 (+63.23%)  0.1431 (+66.14%)

£ 20 01189  0.1248 (+4.92%)  0.1524 (+28.18%)

e Eredmények

y TVA 40 01111  0.1127 (+1.46%)  0.1417 (+27.53%)

e Szezonalitassal 80  0.0926  0.0942 (+1.67%)  0.1295 (+39.77%)

.,y 20 02162  0.2220 (+2.69%)  0.2393 (+10.68%)

°

Szekvencialis contexttel TV2 40 02161 0.2312(+6.98%)  0.2866 (+32.61%)

e IALS MF-hez hasonlitva 80 02145  0.2223 (+3.62%)  0.3006 (+40.12%)
| Y 14 20 0.0448  0.0503 (+12.33%)  0.1675 (+274.35%)
 Jelentos javulas LastFM 40  0.0623 0.0599 (-3.85%)  0.1869 (+200.18%)
80  0.0922  0.0928 (+0.67%)  0.1984 (+115.18%)

20 0.0633  0.0790 (+24.69%)  0.0821 (+29.67%)

VoD 40 00758  0.0916 (+20.87%)  0.1068 (+40.93%)

80  0.0884  0.0990 (+11.99%)  0.1342 (+54.88%)




3. Téziscsoport - ITALSX

Javasoltam az iTALSx algoritmust, mint egy alternativ megoldast az implicit
feedback alapu kontextus-vezérelt ajanlasi problémara.

o 3.1. tézis: Kifejlesztettem az iTALSx algoritmust, egy tenzor faktorizacios

algoritmust, ami pontszer( preferencia becslést végez azaltal, hogy a négyzetes
hiba sulyozott négyzetdsszegére optimalizal. A preterencidkat a paronkénti
interakcid modellel, azaz dimenziéparonként a megfelel jellemzbvektorok
skalarszorzatainak 0sszegével kozeliti. Megmutattam, hogy az iTALSx jél
hasznalhat6é az implicit feedback alapu kontextus-vezérelt problémaéra ugy, hogy
egyeseket hasznalunk a pozitiv és nulldkat a hianyzé események esetén, mint
preferencia értéket, mikbzben az elébbieket jelentésen felllsulyozzuk.

3.2. tézis: Megmutattam, hogy az iTALSx jelentésen jobban tepesit a recallal
kifejezett ajanlasi pontossag szempontjabdl, mint a kontextust figyelembe nem
veyéi implicit matrix faktorizacio, valamint egy elészirésre épité kontextus-vezérelt
modszer.

3.3. tézis: Megmutattam, hogy az iTALSx hatékonyan tanithaté ALS-sel az implicit
feedback alapu kontextus-vezeérelt ajanlasi probléman. Megmutattam, hogy az
ITALSx a gyakorlatban is hatékonyan tanithatd, mivel linearisan skalazodik az
esemeények szamaval, és négyzetesen a gyakorlatban hasznalt tartomanyon a
latens jellemzék szamaval.

Kapcsolddd publikacio:

B. Hidasi: Factorization models for context-aware recommendations.
Infocommunications Journal, VI(4):27-34, 2014.
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4. téziscsoport

* Kisérleteket folytattam iTALS és iTALSx algoritmusokkal,
0sszehasonlitottam 6ket, valamint meghataroztam egy konnyen
hasznalhato kontextus dimenziot.

* 4.1. tézis: Javasoltam egy Ujszer( kontextus dimenzio, szekvencialis
kontextus, hasznalatat ajanlasi problémaknal. Egy esemeény
szekvencialis kontextusa az ugyanezen felhasznal6 el6z6 eseményének
terméke. Megindokoltam, hogy a kontextus széles korben elérhet6 a
gyakorlatban, hiszen csak az események sorrendezhetéségére épit, ami
a legtdbb esetben adott. Megmutattam, hogy a szekvencialis kontextus
hasznalataval az ajanlas pontossaga széles korben (kildénbdzé
adatsorok, algoritmusok, modellek, jellemzé szamok esetén) jelentésen
megnovelhetd a kontextust nem, valamint a szezonalitast hasznalo
esetekhez képest.

o 4.2. tézis: Osszehasonlitottam az iTALS (N-utas modell) és az iTALSx
(paronkénti modell) algoritmusokat. Az N-utas modell hasznélata
megfelel6bb akkor, ha a jellemzbék szama magas és/vagy az adatsor
slrubb; egyébként pedig a paronkénti modell hasznéalatat javaslom.




ALS skalazodasanak javitasa

5. téziscsoport




Kozelitd modszerek ALS-re

» Faktorszamban valé négyzetes skalazddas
» Magas faktorszamu modellek hasznalata nem hatékony
Ezek altalaban pontosabbak
o Szlk keresztmetszet az ALS-ben: K x K méreti linearis egyenletrendszer
megoldasa
» Hasznaljunk kbzelit6 modszereket
» ALS-CD: egyszerre egy feature érteket szamoljunk ki, minden mas legyen
rogzitve
e Matrix invertarlas helyett osztas
o Kihivas: negativ példak hatalmas szama
* Megoldas: informacio tomdoritése K + 1 virtualis példaba
o Skalazédas: O(NpK3 + NpN*N,K + K%Y, S;)
Gyakorlatban: linearis K-ban
* ALS-CG: LS megoldas kozelitése konjugalt gradienssel
» Hatekonysag az egyltthaté matrix €s egy tetszOleges vektor szorzasanak
hatékonysagan mulik
» Ez a szorzas megoldhaté hatékonyan
o Skalazédas: O(NpN*N,K + N,K?Y; S;)
Gyakorlatban: linearis K-ban




Eredmények

 Pontossag  Skalazodas
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5. téziscsoport

Javasoltam két kézelité modszert az ALS tanitas felgyorsitasara.

5.1. tézis: Javasoltam egy konjugalt gradiens alapu ALS kdzelitést, ami altalanosan
hasznalhatdé ALS alapu faktorizacios algoritmusokban. Megmutattam, hogy a mddszer a
gyakorlatban hasznalt értékek esetén linearisan skalazodik a latens jellemzék szamaval.
Megmutattam, hogy a megoldas lehetévé teszi magas szamu latens jellemzé hasznélatat és
jobb kompromisszumok felfedezését a futasi idé és a pontossag kdzott. Megmutattam, hogy a
modszer csak minimalisan médositja az ajanlasok pontossagat az ALS-hez hasonlitva.

5.2. tézis: Javasoltam egy jellemzdnkénti optimalizalasra épité ALS varianst, ami altalanosan
hasznalhatd ALS alapu faktorizacios algoritmusokban. Megmutattam, hogy a mddszer a
gyakorlatban hasznalt értékek esetén linearisan skaldzodik a latens jellemzék szamaval.
Megmutattam, hogy a megoldés lehetbéve teszi magas szamu latens jellemzé hasznélatat és
jobb kompromisszumok felfedezését a futasi idé és a pontossag kdzott. Megmutattam, hogy a
modszer csak minimalisan mddositja az ajanlasok pontossagat az ALS-hez hasonlitva.

5.3. tézis: Tdbb szempont szerint is 6sszehasonlitottam a konjugalt gradiensre és a
jellemzénkénti optimalizalasra épitd kbzelitd megoldasokat. Megmutattam, hogy a konjugalt
gradiens alapu moédszer jobb, mivel (a) a pontossaga jobban kozeliti az ALS-ét; (b) gyorsabb;
(c) jobban skalazédik; és (d) stabilabb.

5.4. tézis: Meghataroztam egy j6 kompromisszumot a futasi id6 és az ajanlas pontossaga
k6z6tt a kozelitd mddszerekhez. Ennek eléréséhez azt javasoltam, hogy a belsé iteraciok
szamat allitsuk 2-re.

Kapcsolddd publikacio:

B. Hidasi & D. Tikk: Speeding up ALS learning via approximate methods for context-aware
recommendations. Knowledge and Information Systems.




GFF — General Factorization
Framework

6. téziscsoport




Flexibilis modellezés

o Klulonféle modellek mas szituacioban hasznosak

e Az irodalomban két modellt hasznalnak
e N-way
e Pairwise

o Ezek szimmetrikusak, ajanlasnal van két kitlintetett
dimenzio

e Alap GFF:
e Tenzorba szervezhet6 adatokon (SA-MDM) dolgozik
* A preferenciamodell az algoritmus bemenete

Tetsz6leges linearis modell lehet

e Pointwise veszteségfliiggveny
Sulyozott négyzetes hibak 6sszege

Sulyfiggvényen keresztll egyéb ismeretek is bevihetéek a tanulasba
(pl. decay, missing not at random, stb.)

e JOl skalazédo ALS-CG tanulas




.

Uj modellek

Modell komponensek

Context interakciok nem hasznosak
Lehetséges modellek szama magas
Uj modellek nem szimmetrikusak

Léteznek konzisztensen jol teljesité modellek
Interaction model

Context-interaction model

Modellek sorrendje a faktorszamtol is fligg

State-of-the-art modszerekkel szemben is jol teljesitenek

S -> Seasonality
Q -» Sequentiality

ul Felhasznalé-termék interakcid .
USI/UQl/USQl  Context-fliggéen sulyozott felhasznalé-termék interakcio o
usS/uQ Context-fliggd felhasznald bias °
IS/1Q Context-fliggd termék bias :
SQ Context interakcio, teljes pairwise modellhez o

¢ e N-way Pairwise

Traditional
models

Novel
models

usI+uaQl

ul+usIl+ual

Pairwise
model_(BpL
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model (3D)!

\/Kn'_loqel (3D))
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(Interaction)
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2 dimensions

3 dimensions

| Model | Grocey [ Tvi [ Tv2 | LastFM | VoD

Reduced |
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. model (4D) )
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4 dimensions

USI+uQl 0.1504 0.1551 0.2916 0.1984 0.1493
Ul+USI+uQl 0.1669 0.1482 0.3027 0.2142 0.1509
usal 0.1390 0.1315 0.2009 0.1906 0.1268
Ul+US+IS+UQ  0.1390 0.1352 0.2388 0.1884 0.0569
+lQ

Ul+US+UQ 0.1619 0.0903 0.1399 0.1993 0.0335
Ul+IS+1Q 0.1364 0,1266 0.2819 0.1871 0.1084
Ul+US+IS+UQ 0.1388 0.1344 0.2323 0.1873 0.0497
+lQ+SQ

Ul+US+IS+UQ  0.1389 0.1352 0.2427 0.1866 0.0558
+lQ+USI+UQI

Grocery 0.1390 0.1388 0.1669 0.0912 0.1412
TVA 0.1315 0.1344 0.1551 0.1683 0.1365
TV2 0.2009 0.2323 0.3027 0.3081 0.1957
LastFM 0.1906 0.1873 0.2142 0.0652 0.2002
VoD 0.1268 0.0497 0.1509 0.1151 0.0539




Kiterjesztett GFF

o Képes az MDM adatmodell kezelésére
* DATA=Dy X XDy, Dy =4A;1 X+ X Appn,
e Egy dimenzié tébb attributumot is tartalmazhat
e Alkalmazas
e Termék metaadat felhasznaldsa (M)
e Sessionben megnézett tdbbi termék felhasznalasa (X)
¢ Kiterjesztés
e Lehetséges attributum értékekhez feature vektor (masodlagos feature vektor)
e Ezek sulyozott 6sszege az elsédleges feature vektor
e A sulyvektor eseményenként fix (nem tanult)

e Tanitas: nem Osszetett dimenzidok szamolasa valtozatlan

o Két fazisu:
Sulyozas - elsédleges feature matrix m
T6bbi dimenzié kiszdmolasa ALS-CG-vel ul 0.1013
Els6dleges feature vektorok Gjraszamolasa
Az eltérés visszaterjesztése a masodlagos featuredkre SGD-vel A Oz 5 210
o Egy fazisu Ul+Xl  0.2322 (+129.36%)
Masodlagos feature vektorok kdzvetlen szamolasa UM 0.0614 (-39.34%)
Kézelit6,§,zémolés: feature vektorokat figgetlennek tekintem UIsUM  0.2166 (+113.87%)
» Val6jaban nem azok
XM 0.2154 (+112.77%)

« Kell a hatékony szamolashoz




6.

téziscsoport

« Javasoltam egy rugalmas algoritmust (GFF), ami lehetévé teszi, hogy kisérletezziink ujszerii
preferencia modellekkel.

6.1. tézis: Kifetjlesztettem az altalanos faktorizacios keretrendszert (General Factorization Framework -- GFF),
egy rugalmas faktorizacios algoritmust az implicit feedback alapu kontextus-vezérelt ajanlasi problémara. A GFF
rugalmassaga abban rejlik, hogy a preferencia modell megadhato, mint az algoritmus bemenete. A modell
tetsz6leges szamu dimenziét képes kezelni, valamint a koztlk |évé lehetséges interakciok halmazanak barmely
részhalmazat. Bemutattam, hogy ez a ru%/elllmasség lehetdve teszi, hogy kisérletezziink Ujszerl preferencia
modellekkel. A GFF az egy attributumos MDM adatmodellre épit, ami megfelel6 a gyakorlatban eléforduld
kontextus-vezérelt problémakhoz.

6.2. tézis: Kuldnféle, Ujszerl preferencia modelleket javasoltam a kontextus-vezérelt ajanlasi problémara. Egy
négy dimenzids kontextus-vezérelt ajanlasi probléman kiértékeltem az Uj modelleket ajanlasi pontossag
szempontjabdl. A felhasznalt kontextus dimenziok olyanok, hogy minden a gyakorlatban el6fordulé adatsornal
létrehozhat6ak, amennyiben az események rendelkeznek idébélyeggel, és emiatt kilbndsen fontosak.
Megrr}lutl?ttam, hogy tébb Gjszerl modell is jobban teljesit, mint az irodalomban megtalalhaté tradicionalis
modellek.

6.3. tézis: Megmutattam, hogy a javasolt modellek egyike, az interakcié modell, altalaban is jol teljesit. Ez a
modell a felhgsznalé--termék (UI) és a kontextustdl fuggden sulyozott felhasznal6--termék (UCI) relaciok
Osszessége. Ot adatsorbdl nég?/ esetén ezt volt a legjobb modell, a maradék egy esetben Pedig masodik helyen
yégze&t._Az utgblkl)i Iadatsoron a legjobb modell a kontextus interakcié modell volt, ami kdzeli rokonsagban all az
interakcié modellel.

6.4. tézis: C")sszehasonll'tot_tam a GFF-fel legjobban teljesit Gjszerli modelleket a legkorszeriibb faktorizacios
mébdszerekkel. A GFF az Gjszerl modellekkel jelentésen jobbnak bizonyult, mint a vizsgalt médszerek 6t
adatsorbdl haromndl és hasonldan teljesitett egyen.

6.5. tézis: Kiterjesztettem a GFF al?oritmust, hogy teljesen kompatibilis legyen a tébbdimenzios adattér modellel
(Multidimensional Dataspace Model -- MDM) és Igy képes legyen tovabbi informaciot, mint példaul az aktualis
session eseményeit vagy termék metaadatokat, is hatékonyan figyelembe venni. Elézetes kisérleteimmel
megmutattam, hogy a session események figyelembe vétele jelentésen megndveli az ajanlasi pontossagot.

e Kapcsol6dd publikacio:

B. Hidasi & D. Tikk: General factorization framework for context-aware recommendations. Data Mining and
Knowledge Discovery




Osszefoglalas

» Gyakorlatban fontos probléma (top-N ajanlas, implicit adatokbdl)
megoldasa faktorizacioval

* Pontosabb ajanlasok context segitségével

» Context, implicit feedback és faktorizacié 6sszehozasa
e Sajat fejlesztésl algoritmusok

» Gyakorlati szempontok, kilonosen a skalazodas szem el6tt
tartasa
* Minden mddszer linearisan skalazddik az események szamaval
* ALS tovabbi gyorsitasa kbzelité modszerekkel

» Flexibilis modellezés problémajara a GFF a valasz

o Gyakorlati alkalmazasok
e Gravity Research & Development Zrt.-nél
Kiterjedt alkalmazas offline POC-kben, Ggyfélprojektekben, versenyeken

Eles rendszerben is alkalmaztuk
,CrowdRec” FP7-es EU projekt
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